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Abstract. Cet article est une présentation comparative des performances de deux
outils pour la fouille de données. Le premier est un outil statistique: le modele
logit ou probit. Le deuxiéme, les réseaux de neurones peut étre apercu comme un
approximateur de fonctions universel. La premieére partie de I’article présente ’origine
et le mode d’emploi des modeles logit et probit. La deuxiéme partie traite les réseaux
de neurones et leurs propriétés. Enfin, les deux outils sont comparés d’'un point de
vue théorique et pratique par 'intermede d’un exemple fictif.
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1 Motivation

Ces derniéres années, pendant lesquelles les médias, les télécommunications et les
technologies de l'information ont transformé notre société dans une société exclu-
sivement basée sur I'information, on a constaté que le probleme n’est pas d’obtenir
et d’administrer les données, mais d’extraire les informations utiles a partir de ces
données. De plus en plus nombreux sont les managers qui se voient confrontés avec
le probleme de ne pas pouvoir prendre une décision justifiée par une majorité des
données disponibles, a cause de leures trop grandes dimensions.

Grace a la technologie moderne, de nos jours les données peuvent étre mémorisées
et traitées dans des bases de données d’une dimension variant de quelques gigaoctets
a quelque terraoctets. La nécessité des mécanismes d’évaluation et de traitement
automatique de ces bases de données a constitué le début d’une nouvelle science:
Knowledge Discovery in Databases. Cette science utilise d’une part la technologie
des bases de données et des outils statistiques mais aussi de U'intelligence artificielle
ou Papprentissage automatique.! (v. Figure 1).

Cet article a comme objectif une description comparative de deux outils qui peu-
vent étre utilisés pour extraire des informations utiles & partir de trés grandes bases
de donnés: un outil statistique, le modele logit ou probit, et un outil dérivé de
I‘intelligence artificielle, les réseaux de neurones. Le type de probleme qui peut étre
résolu a l‘aide des modeles logit ou probit est connu dans la littérature comme ,,Binary
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BSG Proceedings 8, pp. 105-123, Geometry Balkan Press, 2003.

1V. Wiedmann/ Buckler (2001), p.21.
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Choice-Model“.? Un probleme de type ,,Binary Choice-Model“ peut étre décrit de la
maniere suivante: un individu caractérisé par certaines propriétés doit faire un choix
parmi deux types de comportement différent. Pour une population finie d’individus
on connait les propriétés, ainsi que le comportement adopté et on aimerait prédire
le comportement pour un nouveau individu pour lequel on connait uniquement les
propriétés. Par exemple, I'individu pourrait étre un client potentiel caracterisé par
son age, son revenu et le nombre d’enfants. Si on dispose d’une base de données qui
contient les caractéristiques de plusieurs individus, ainsi que leur décision d’acheter un
produit ou pas, on pourra prédire non seulement la disposition d’un nouvel individu
de devenir client, mais aussi quelles propriétés conditionnent la qualité de client.

Technologie
de bases de
données

Intelligence
artificielle

C—) Fouille de données{(—J Statistique

Apprentisage
automatique

Figure 1: La fouille de données comme un domaine d’étude interdisciplinaire. Source:
Nakhaeizadeh (1998), p. 2.

Dans D’article on décrit dans un premier temps les modeles logit et probit ainsi
que les réseaux de neurones sans entrer dans les détails. Par la suite on fait une com-
paraison des deux outils d’'un point de vue théorique et on insiste sur leur utilisation
pratique sur un exemple. Les conclusions reflettent les résultats pratiques obtenus.

2 Les fonctions de répartition: Probit et Logit

,,Binary Choice-Model“ est un probleme de choix discret, dichotomique, qu’on peut
trouver dans la littérature sous formes différentes. On va présenter ici trois fagons
différentes de I'aborder qui conduisent au méme formalisme mathématique.

Le point de départ est a chaque fois est le procés aléatoire avec deux réalisations
possibles, par exemple un procés de décision avec les valeurs symboliques “oui” et

“non”. Par définition, ces deux valeurs symboliques ont les valeurs entieres “0” et

2V. Monfort (2000), p. 23 ff.
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“1”, ce qui nous permet d’introduire la variable aléatoire Y de la maniere suivante:
Y = 1 si la décision est “oui” et Y = 0 dans le cas contraire. Par la suite, on
définit un vecteur de variables exogenes et mesurables qui conditionnent ’apparition
de chacune des deux réalisations: X = (X1, Xa,...,X,)T, ainsi qu'un vecteur des
coefficients B=(B1, Ba,...8,)7.

Les trois fagons d’aborder le modele sont:

e Le procédé de la fonction d’utilité;

e Le procédé de la régression latente;

e Le procédé de I'expérance conditionnée.
Ces trois procédés vont étre expliqués a ’aide des exemples concrets.

2.1 Le procédé de la fonction d’utilité

Ce type de ,,Binary Choice-Model “ sert a prédire la décision d’un individu d’emmigrer
ou pas. Ce probleme peut étre formalisé de la maniere suivante: le vecteur X, décrit
les conditions dans le pays d’emigration (température moyenne, densité de la popu-
lation, le revenu moyen) et le vecteur X; décrit les mémes conditions dans le pays
d’immigration. Un individu a la fonction d’utilité Uy = 87 Xy + o pour le choix
,,0%, de ne pas emmigrer, et lI‘utilité U; = 37 X; + &, pour le choix ,,1%, emmigra-
tion. ¢ si €1 sont des variabiles aléatoires, composantes de 1'utilité individuelle, qui
n’apparaissent pas dans le vecteur X. L’individu choisit I'alternative “1” lorsque
l'utilité Uy est supérieure a 1'utilité Uy.

Soient € = g9 — &1 et BTX = TX; — 7 Xy. Le comportament peut étre décrit
mathématiquement par 1‘expression suivante:

U, > Uy =cecp—¢€1 < ﬁ’TXl — ﬂ/TXO =< ﬁ/TX.

La probabilité du choix ,,1“ est ainsi la probabilitaté que 1'utilité U; soit supérieure
a l'utilité Uy>:

WY =1]X)=W({U; >Uy) =W(go—e1 <TX1 — 7 Xo) =W(e <8TX)

2.2 La regression avec une variable latente*

Pour cette modélsation on fait I’hypothese de I’existence d’une variable latente Y;* ,
qui représente une combinaison des caracteristiques X; d‘un individu. Par exemple,
pour des problemes de type ,,credit scoring“ Y;* peut étre la bonité d’une entreprise
i€ et Y; la décision oui ou non d’accorder un crédit. Y;* est ensuite décrit par une
regression linéaire Y;* = 37X, + ;. &; est une variable aléatoire qui représente les
influences non-negligeables mais aussi non-mesurables du milieu sur la variable Y;*.
La variable aléatoire Y; est définie par la formule suivante:

Y; =1 pour Y;* >0

3V. Langche Zeng ,,Prediction and Clasification with Neural Network Models“, p. 4

4y. Alain Monfort ,,Statistique®, p. 23.
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Y; = 0 pour YV;* <0.
De cette fagon la probabilité d’une décision positive (Y; = 1) est égale & la probabilité
d’une bonité positive Y;* > 0 et apres les calculs on obtient la méme formule que pour
le procédé de la fonction d’utilité:

W(Y;=1|X) =W >0) =W >-8'X)=W(, < B87X)

2.3 Le procédé de ’espérance conditionnée

Ce type de ,,Binary Choice-Model* définit Y comme une variable aléatoire discrete
et binaire, qui peut prendre les valeurs ,,0“ et ,,1“. La probabilité de ’évenement
Y =1 est exprimée & l'aide d’une fonction inconnue F(X,8), qui doit avoir les pro-
priétés d'une fonction de répartition®. La distribution de la variable aléatoire Y est
la suivante:

W =1)=F(X,8) und W(Y =0) =1- F(X,8).

L’esperance conditionnée de la variable aléatoire Y, sachant X va étre alors:
EY|X]=0x[1-F(X,B)]+ 1« [F(X,B)] = F(X,8).

Si pour les deux premiers procédés on suppose F comme fonction de répartition des
variables aléatoires ¢ , et ¢;, alors on va voir que dans les trois types de ,,Binary
Choice-Model “ la fonction de répartition de la variable aléatoire conditionnée Y est
la suivante:

WY =1|X) = F(B'X) und W(Y =0|X) =1 - F(BTX).

Pour les deux premiers cas on a supposé une combinaison linéaire 37 X. Cette hy-
potheese peut étre valable également pour le troisieme cas, tant que F a les propriétés
d’une fonction de répartition.

2.4 Les distributions probit et logit

Il est évident que pour les trois types de ,,Binary Choice-Model“ la distribution de
la variable dépendante Y est détéminée par la distribution de la variable €. On
se demande alors quelle serait cette distribution. Si les effets de plusieurs influences
extérieures sont superposés, le choix d’une distribution gaussienne pour € serait justifié
par le théoreme limite centrale®. Le modele Probit est définit de cette facon:

BrXx
WY =1|X)= F(ﬂITX) = / p(t)dt avec p(t) = \/;e_é,

5v. Greene (1993), p. 813 ff.
6v. Theil (1971), p. 630
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L’hypothese d’une distribution normale standard pour € ne change pas la structure
du modele, car toute variable avec une distribution normale peut étre ramenée a une
distribution normale standard, de moyenne nulle et variance 17.

Pour beaucoup d’applications on utilise la distribution logit:

T
6'8 X

WY =1|X)=F(pTX) = T o%

La différence de cette distribution par rapport a la distribution probit est que la
fonction F varie plus vite autour de 3’7 X=0 (v. Figure 4). Le choix parmi les deux
distributions est difficilement justifiable d‘un point de vue théorique et dépend de
l‘application. Pour effectuer les calculs la distribution logit semble plus avantageuse,
cependant dans la plupart des applications il n‘y a pas une différence notable de
performance®. Léestimation des coefficients 8 se fait par la méthode de maximum de
vraisamblance (Maximum Likelihood).

3 Les réseaux de neurones

Si les analyses probit et logit sont des procédés économetriques caractérisés par deux
étapes (la création d’un modele suivie par 'estimation de ses parametres), les réseaux
de neurones appartiennent a une catégorie différente d’outils d’analyse des données.
Comme leur nom le suggére, les réseaux de neurones ont eu comme point de
départ les connaissances biologiques et plus précisement neuro-physiologiques a pro-
pos du cerveau humain. Les réseaux de neurones biologiques sont des ensembles de
neurones qui amplifient ou attenuent les signaux qui traversent leurs liaisons. Un
neurone est constitué d’'un noyau, de dendrytes qui recoivent le signal d’entrée, et
I’axon. La communication entre les neurones est de nature électrochimique et elle est
assurée par des synapses. Les réseaux de neurones artificiels sont un modele symplifié
du mode de fonctionnement des réseaux biologiques décrits plus haut. L’objectif est
de créer des systemes qui ont la plus importante propriété du cerveau humain, la
capacité d’apprentissage. En effet, on peut dire qu’apres un processus de préparation
les réseaux de neurones artificiels apprennent un certain comportement. Un réseau
de neurones peut étre appris a distinguer les potentiels clients des personnes non
interessées, a partir d’'un échantillon représentatif d’individus. Comment cela peut
étre possible, quelle est la structure d’un réseau de neurones et par quel moyen
I'apprentissage devient possible va étre décrit dans les paragraphes suivantes.

3.1 Définitions

D’un point de vue global, on peut regarder les réseaux de neurones comme des boites
noires avec au moins une entrée et une ou plusieurs sorties. A l'intérieur de ces boites

7V. Greene (1993), p. 819
8V. Greene (1993), p. 815
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il y a des neurones qui jouent le role d’opérateurs de calcul et des connexions entre
eux.
Par définition® un neuron n;, est caracterisé a I'instant t par le touple

(X(t)a Wi(t)aai(t)afaga h)

Dans ce touple on a:

X(t) = (z1(t), z2(t), ...,z (t)) € R™ le vecteur d’entrée & I'instant t,

Wi (t) = (wir (t), wia(t), ..., win(t)) € R™ le vecteur des poids & 'instant t,

a;(t) € R 1'état d‘activation du neurone a l‘instant ¢,
h:R" x R" — R avec s;(t) = h(X (t), W;(t)) la fonction de propagation, qui génére
le signal d‘entrées;(t),
g: R xR — R avec a;(t) = g(s;(t),a;(t — 1)) la fonction d‘activation, qui calcule
I‘état d‘activation a;(t) & l'instant ¢ et
f:R = R cuy;(t) = f(a;(t)) fonction de sortie, qui donne la sortie y;(¢) du neurone
i a l'instant ¢.

(s=hxaw @) )
41

(a®=gs®aEn) )

1L

([ vo=ra@) )

P
Yi

Figure 2: Construction d’un neurone. Source: Scherer (1997), p. 46.

9V. Hagen (1997), p. 6 f.
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Mais qu’est-ce que représentent toutes ces fonctions et vecteurs (Figure 2)19 7 Le
vecteur d’entrée x(t) peut représenter les valeurs d’entrée données par l'utilisateur,
pour la premiere couche, ou les sorties de la couche antérieure pour les autres couches
de neurones. Si le neurone est situé dans la premiere couche, une des entrées doit étre
constante. Les poids W;(#) qui vont étre modifié pendant 1‘apprentissage!! modélisent
la plasticité synaptique. L‘état d‘activation définit 1‘état actuel d‘un neurone. La fonc-
tion de propagation décrit le traitement de l‘information qui est fait par le neurone.
La fonction d‘activation calcule la transformation de 1‘état d‘activation a l‘instant t+1
a partir de 1‘état d‘activation a l‘instant t. La fonction de sortie calcule la valeur de
sortie d‘un neurone en fonction de sont état d‘activation.

Les neurones sont les composantes de base d'un réseau de neurones. Par la con-
nexion des sorties et des entrées on crée des structures comme présentées par exemple
sur la Figure 5 dans 'annexe. En principe on peut connecter des neurones de types
différents, mais en pratique on utilise au plus deux types de neurones'2.

Dans la plupart des cas les fonctions d’activation des neurones ne sont pas linéaires.
On peut remarquer facilement une forte non-linéarité des sorties, méme si les fonctions
de propagation dans la couche de sortie sont linéaires. La connexion des neurones dans
plusieurs couches permet de modéliser par le réseau des fonctions tres complexes.

Le choix de la fonction d‘activation dépend du type de l‘application. Dans nom-
bre d‘application on utilise des sigmoides comme fonctions d‘activation. D‘autres
exemples sont la fonction logit ou la tangente hyperbolique. Un réseau de neurones
artificiels avec des fonctions d‘activation sigmoidales et plusieurs couches s‘appelle per-
ceptron multi-couche (Multilayer-Perzeptron - MLP). Pour des classifications (clus-
tering), on utilise une autre classe de fonctions, des fonctions avec activation locale.
Les réseaux de neurones artificiels avec de telles fonctions d’activation s’appellent Ra-
dial Basis Function — RBF. La fonction identité ou la fonction marche peuvent aussi
étre employées comme fonctions d’activation'?.

La topologie est la facon de connecter les neurones dans un réseau de neurones. On
a par exemple la topologie Feedforward (les neurones transmettent les signaux dans
une seule direction) et la topologie Feedback (qui permet I’existence des boucles)!*.
Des liaisions bidirectionnelles sont aussi possibles.

3.2 Procédé d‘apprentissage: l‘algorithme de rétropropagation

Apres les définitions mathématiques des réseaux de neurones, il est légitime de se
demander pourquoi ces structures compliquées trouvent de plus en plus d’utilisations
ces dernieres années. La réponse est donnée par une démonstration du mathématicien
russe Kolmogorov, qui a prouvé en 1957 que toute fonction continue peut étre représentée

10 Ausfiihrlicher: Scherer (1997), p. 47 ff. und Hagen (1997), p. 7 ff.
Hpour la définition du processus d’apprentisage v. Kapitel 0.

12y, Adamy (2000), p. 128.

13y, Hagen (1997), p. 12.

MPlus de détails: Scherer (1997), p. 54 ff.
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par un réseau avec un nombre fini de neurones avec n’importe quelle précision!®.

Mais comment est-il possible pour un réseau d’approximer toute fonction continue?
Ce processus est appellé apprentissage. Le succés des réseaux de neurones est di au
fait qu’elles sont capables d’apprendre un certain comportement a partir des données
exemple. De ce point de vue, les réseaux de neurones artificiels ont un comportement
similaire aux réseaux biologiques.

L‘apprentissage a l‘aide des données exemple peut étre surveillée, quand les sor-
ties du réseau sont comparées aux sorties exemple, ou non surveillée. Dans ce
deuxiéme cas on n‘utilise pas des sorties exemple et les poids sont appellés des fonc-
tions énergétiques'®.

Un procédé de calibration du réseau de neurones est une méthode de calcul
de poids optimaux!?. L’algorithme le plus utilisé dans ce but est 1’algorithme de
rétropropagation, Backpropagation, qui peut étre utilisé pour l’apprentissage sur-
veillé.

L’apprentissage surveillé est un apprentissage par correction des erreurs. C’est
pour quoi il faut d’abord définir une fonction d’erreur. Cette fonction pourrait étre

S m
par exemple l’erreur moyenne quadratique & = i S (Yf]Yz*])2 oll s représente le
i=1j=1
nombre de couples (X;Y;) utilisés pour l‘apprentissage, m est le nombre de neurones
dans la couche de sortie et Y;* est la réponse du réseau pour l‘entrée X;. L‘algorithme
de rétropropagation peut étre appliqué pour n‘import quel type de fonction d‘erreur.

La fonction d’erreur dépend de tous le poids du réseau et doit étre minimisée. A
cause de la non-linéairité du réseau on ne peut pas trouver un minimum gloabal par
une méthode analytique. C’est pour cette raison qu’on cherche un minimum local par
une méthode itérative par une descente de gradient récursive. La méthode est décrite
dans tous les détails dans Hagen'!8.

Une remarque intéressante est que la solution finale de ce processus d’optimisation,
représentée par les valeurs des poids en fin d’apprentissage, peut étre différente
d’un apprentissage a I’autre méme si les donées utilisées pour la calibration sont les
mémes. Ceci car cette solution dépend des conditions initiales, comme tout procédé
d’optimisation locale.

Les réseaux de neurones sont utilisés pour des application ou la fonction qui lie
les entrées et les sorties est inconuue. On dispose uniquement d’un certain nombre
de combinaisons d’entrées et de leurs sorties correspondantes. Apres la calibration
du réseau a partir des données exemple, il est important de vérifier les performances
du réseau sur de nouvelles données. En effet, 'objectif est d’apprendre un comporte-
ment général et non pas de réproduire les données exemple, propriété des réseaux
de neurones appellée capacité de généralisation. Par capacité de généralisation on
entend que les réseaux peuvent interpoler ou extrapoler avec une bonne précision,
apres un apprentissage correct, et méme si les données d’entrée ne sont plus celles

15y, Wiedmann/Buckler (2001), p. 59.
16y, Hagen (1997), p. 19 ff.
17y, Wiedmann/Buckler (2001), p. 53.
18V. Hagen (1997), p. 24 ff.

< <
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de la base d’apprentissage le réseau calcule correctement les sorties correspondantes.
Pour améliorer cette capacité de généralisation, les données doivent étre choisies de
maniere qu’elles soient représentatives pour le domaine étudié.

Malheureusement, dans les applications réelles on dispose de données affectées
par le bruit, distorsionnées. Dans ce cas-la, le réseau risque de s’adapter trop aux
données et d’apprendre également le bruit. Ce phénomene s’appelle sur-adaptation ou
sur-généralisation'®. Pour éviter ce phénomene, les données disponibles sont divisées
dans trois ensembles: des données d’apprentissage, des données de validation et des
données de test. Les données d’apprentissage servent a la calibration des poids du
réseau, modifiés en fonction de l'erreur effectuée. Pendant I'apprentissage on calcule
également l'erreur sur les données de validation. Cette erreur n’est pas utilisée pour
modifier les poids du réseau, mais pour détecter les sur-apprentissage. Au début,
Perreur sur les données de validation doit diminuer, le réseau apprend la fonction
sous-jacente. Si cette erreur augmente, le réseau commence a apprendre le bruit et
il a un mauvais comportement en généralisation. Les données de test sont utilisées
pour évaluer les performances du réseau en fin d’apprentissage.

A la fin de ce paragraphe dédié au procédé d‘apprentissage par rétropropagation
il faut accentuer sur le fait que ce n‘est qu‘un algorithme d‘optimisation. Ceci signifie
que le procédé ne trouve pas un optimum global, car on ne sait pas éviter les minimums
locales ou les surfaces planes de la fonction d‘erreur.

3.3 Les proprétés des réseaux de neurones

Comme vu plus haut, les réseaux de neurones peuvent étre assimilés dans certaines
conditions a des approximateurs universels. Ce fait explique pour quoi les réseaux
de neurones peuvent prédire un comportement décisional et peuvent résoudre de
probléemes de type “Binary Choice Model”: les réseaux de neurones artificiels peuvent
approximer la relation entre les caractéristiques d’un individu et son comportement
décisional. En résumé, ceci est possible a cause de ces quatre propriétés des réseaux
de neurones?’:

Non-linéarité: la relation recherchée ne doit pas étre linéaire, les dépendaces non-
linéaires sont méme mieux approximées.

Capacité d‘apprentissage: 1l faut faire aucune hypothese a propos de la forme de
la dépendance, celle ci va étre déterminée a partir des données exemple.

Capacitaté de généralisation: Méme si les données d’appprentissage sont bruitées,
le réseau peut apprendre le processus initial.

Nombre de variables: Le nombre de variables d’entrée n’est pas limité comme pour
d’autres procédés d’interpolation, par exemple l'interpolation spline.

Il y aussi des propriétés moins souhaitables, comme par exemple le fait que la
fonction reste inconnnue a 'utilisateur, qui a acces seulement aux sorties qui corre-
spondent a des entrées données. On va revenir sur ces propriétés dans un paragraphe

19V. Wiedmann/Buckler (2001), p. 62.
20V, Wiedmann/Buckler (2001), p. 45. Adamy (2000), p. 120 ff. Zeng (1996), p. 8 ff.
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ultérieur, lorsqu’on va comparer les réseaux de neurones avec les modeles logit et
probit.

4 Les modeles probit et logit par rapport aux réseaux
de neurones

Apres avoir présenté les modeles logit et probit et le réseaux de neurones comme
des méthodes appropriées pour ,,Binary Choice Model“, on va faire une comparaison
des deux outils de cette nouvelle science, Knowledge Discovery in Databases. On va
essayer de répondre aux questions suivantes:

Quelles sont les similarités et le différences de deux outils?

Quels sont leurs avantages et désavantages respectifs?

La réponse a ces questions commence avec une comparaison d’un point de vue
mathématique et continue avec une présentation comparative des plusieurs propriétés
qui peuvent influencer la décision d’utiliser ces outils pour des problemes pratiques:
non-linéarité, capacité d’apprentissage, capacité de généralisation, complexité du modele,
conditions imposées aux données disponibles, 'interpretation des résultats.

4.1 Comparaison d’un point de vue mathématique

Les réseaux de neurones et les modeles logit et probit sont similaires d’'un point de
vue mathématique. Un réseau de neurones avec un seul neurone et une fonction
d’activation probit ou logit ont la méme représentation mathématique que le modele
probit et logit respectivement (v. Figure 3). Les réseaux de neurones peuvent étre vus
comme des modeles probit et logit non-linéaires, avec des relations complexes entre

les variables endogenes?!.

Une différence entre les deux méthodes est le procédé de calcul des coeffiecients
(des poids): la méthode de maximum de vraisemblance pour les modeles logit et
probit et I’algorithme de rétropropagation pour les réseaux de neurones. La méthode
de maximum de vraisemblance est un procédé analytique qui conduit & un minimum
global. L’algorithme de rétropropagation est au contraire un procédé d’optimisation
qui ne garantit qu'un minimum local. En plus, le temps de calcul de cet algortihme
est beaucoup plus élevé.

Une autre différence est la signification des valeurs de sortie des deux méthodes.
Les méthodes logit et probit donnent la probabilité d’une décision positive, tandis que
les réseaux de neurones sont calibrés pour des réponses binaires et non pas pour une
probabilité. Ceci car les données exemple appries par le réseau ont que des sorties
,0¢ 0u ,,1¢ et le réseau apprend un comportement dont la réponse soit une de ces
deux valeurs discretes.

21V, Sarle (1994), p. 3 ff.
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Figure 3: Un réseau avec un neurone et le modele logit.

4.2 La non-linéarité

La non-linéarité des réseaux de neurones leur offre un grand avantage par rapport
aux modeles probit ou logit. Les réseaux de neurones peuvent saisir toute sorte
d’interactions entre les variables endogenes pour calculer la sortie. Les modeles logit et
probit supposent une dépendance linéaire entre les variables endogenes et la variable
latente. D’un point de vue théorique, le réseau de neurones peut modéliser toute
relation représentée par les données exemple.

4.3 La capacitaté d’apprendre

La capacité d’apprendre représente pour les réseaux de neurones une caractéristique
fondamentale. Pendant le processus d’apprentissage les réseaux de neurones ajustent
dynamiquement les poids et éventuellement les parametres des fonctions d’activation,
tels que les données d’apprentissage soient réproduites avec la meilleure précision
possible. I y a aucune restriction pour la relation entre les variables d’entrée et les
sorties. Au contraire, pour les modeles probit et logit 1'utilisateur doit imposer a
priori la forme de la dépendance, ce qui est plus délicat.

Pour l'estimation des modeles logit ou probit on calcule les coefficients 3 mais pas la
forme fonctionnelle. Le chercheur peut utiliser plusieurs hypotheses, il peut ajouter
ou éliminer les variables, superposer le modeles avec les données empiriques, mais
malgré toutes ces possibilités les procédés statistiques restent des modeles statiques
qui n’ont pas la capacité intrinséque d‘apprendre et de s’adapter automatiquement a
I’application pratique.

4.4 La complexité du modele

La modélisation peut représenter une activité compliquée pour les réseaux de neu-
rones. Si on veut de tres bonnes précisions, il faut adapter le réseau au probleme
pratique. Par la modélisation du réseau on entend choisir les fonctions de propaga-
tion, les fonctions d’activation et de sorties des neurones, choisir le nombre de couches
et le nombre de neurones sur chaque couche. Le meilleur choix peut étre fait par des
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essais empiriques, mais il existe aussi des techniques d’optimisation?2. Ces techniques
permettent d’obtenir des réseaux tres spécialisés pour ’application. Ceci peut étre un
avantage par rapport aux modeles probit et logit, mais comme presque toute appli-
cation a besoin d’une architecture dédiée, les outils d’optimisation sont tres couteux
en temps de calcul.

4.5 Interprétation des résultats

La possibilité d’interpréter les résultats obtenus apres ’évaluation d’une base de
données est tres importante pour la comparaison des deux outils. Comme on I’a vu
plus haut, les réseaux de neurones ont en désavantage considérable: ils restent pour
l'utilisateur un modele boite noire. Les dépendances entre les variables endogenes et
exogenes vont rester inconnues a 'utilisateur a cause de la forme complexe du modele.
Les effet marginales des variables d’entrée sont eux aussi difficiles & calculer.

Du point de vue des possibilités d’interprétation, les modeles logit et probit sont
supérieurs aux réseaux de neurones. On peut par exemple calculer & ’aide d’une dérivé
partielle de la variable latente par rapport a une variable exogene l'effet marginal de
cette variable. L’effet marginale estimé de la variable X; est exactement le coefficient
qui lui correspond, /3)]-.

aYy* -
Y* :/BTXJ'+€J' = 87)(] :ﬁj

De I'autre coté, le signe du coefficient Bj estimé montre si I'influence de la variable
latente est croissante ou décroissante par rapport a la variable X;.

Malgré ces difficultés, il y a quelque possibilités d’intepréter les résultats des
réseaux de neurones, par exemple les procédés de Input- Pruning 23. Un procédé
de Input- Pruning est une technique d’optimisation de la complexité du réseau de
neurones par I’élimination des variables d’entrée. Cette technique permet de savoir si
une variable d’entrée a une influence sur la sortie ou pas.

4.6 La capacitaté de généralisation

La capacité de généralisation caractérise les réseaux de neurones et également les
modeles logit et probit. La question reste d’évaluer les performances d’interpolation
et d’extrapolation des deux outils. A cause de la structure compliquée des réseaux
de neurones la réponse a cette question ne peut étre donnée que par des études
empiriques, les possibilités des études théoriques sont trop limitées face a cette com-
plexité.

Pour effectuer la comparaison on a utilisé plusieurs critéres qui ont a la base le
nombre de décisions estimées correctement et le nombre total de données de test. Le
taux de succées est calculé comme poucentage des décisions estimées correctement??.

22V. Hertz/Krogh/Palmer (1992), p. 156.
23V. Wiedmann/Buckler (2001), p. 71.
24V. Zeng (1996), p. 7.
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Comme une constatation générale des études empiriques, on peut dire que les
performances des réseaux de neurones sont meilleures que celle des modeles probit et
logit, mais cependant tres variables en rapport avec le type d’application. Dans les ap-
plication ou les performances des deux outils sont comparables, on a une dépendance
linéaire entre les variables exogenes et la variable latente. C’est le cas de 1’étude
réalisée par Ainslie et Dreze??, dans laquelle on cherche & prédire la décision d’acheter
une certaine marque d’automobile en fonction des caractéristiques individuelles: ,,In-
tercept, Asset level, Income, Credit Card, Upscate Retail Card, Financial Distress
und Auto Loan*“.

4.7 La qualité et la quantité des données

L’analyse de 'influence de la qualité et de la quantité des données sur les résultats
obtenus peut étre faite aussi uniquement par des méthodes empiriques. Langche Zeng
a montré dans une de ses études, ,,Prediction and Classification with Neural Network
Models“, que jusqu’a un certain niveau du bruit, les réseaux de neurones ont des
meilleurs perfromances que les modeles probit et logit. Mais méme les réseaux de
neurones ont un taux d’erreur élevé pour de grands niveaux du bruit.

Dans le chapitre suivant de cet article on va présenter une étude empirique de
la dépendance entre le taux de succés et le niveau de bruit dans le cas d’'un modele
linéaire et d’un modele non-linéaire estimés a 1’aide des deux outils.

5 Le modele probit et les réseaux de neurones: com-
paraison pratique

Comme décrit au chapitre précédent, la capacité de prédiction des modeles probit,
logit et réseaux de neurones est influencée de maniere significative par le type de
relation entre les variables exogenes et la variable latente, ainsi que par la qualité des
données. Par la suite on va montrer par un exemple fictif que, malgré les meilleurs
performances des réseaux de neurones par rapport aux modeles logit et probit, leur
capacité de généralisation est affectée par le niveau du bruit,

5.1 La construction de I’exemple fictif

L’exemple fictif sur lequel on va tester les deux outils (les réseaux de neurones et les
modeles logit et probit) a été constitué de la maniére suivante. On disposait d’une
base de données qui contient 600 observations, soit ’age et le revenu de 600 individus
différents. Le revenu X;; (v. Figure 7, Annexe) et 'age X;o (v. Figure 8, Annexe)
d’un individu ,,i“ ont été supposées des variables exogeénes. La variable latente Y;* a
été constituée par la relation non-linéaire suivante entre les variables exogenes:

V" =61 X+ Bo - Xin - Xio + B3 + <.
25V. Ainslie/Dreze (1996), p. 9-10
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On a choisi pour les coefficients 31, (32 la valeur 1 et pour (3 la valeur ,,-414%. Avec
ces coefficients, la variable latente a la forme suivante:
Y =X+ X1 - Xip — 414 + ¢

Dans cette derniere expression, &; est un bruit gaussien, de moyenne nulle et de
variances différentes: €; ~ N(0,0). La variable aléatoire Y est définie par:

Y; =1 pour Y;* >0

Y; =0 pour Y;* <0
La valeur du coefficient (3 (,,-414%) a été la valeur médiane de X;; + X;1 - X2, dans
le but d’avoir dans 1’échantillon disponible un nombre égal de décisions positives et
négatives pour une variable latente sans bruit.

La variance du bruit &; a été respectivement 0, 5%, 10%, 15% et 25% de la valeur
médiane. Plus la variance est élevée, plus la probabilité des grandes valeurs du bruit
augmente.

5.2 Utilistion concréete des deux outils

Pour la calibration de deux outils on a utilisé 300 observation de I’échantillon disponible.
On a calculé ensuite le taux de succés du modele probit pour les données utilisées dans
la calibration, ainsi que pour les autres 300 observations. Pour les réseaux de neu-
rones ces dernieres 300 observations ont été divisées dans deux parties: une partie
(35) ont été utilisées comme données de validation, c’est & dire comme témoin pour
arréter le processus d’apprentissage, et sur le reste on a calculé le taux de succés de
la prédiction du réseau.

Pour estimer le modele probit on a utilisé Software Limdep, Version 7.0 , Econo-
metric Software (written by William H. Greene). Ce logiciel fait une estimation de la
variable latente d’apres ’expression suivante:

)/i* = ﬁ/TXi + &;.

Si on introduit pas de maniere explicite une constante comme variable endogene
pour le coefficient (3, alors ce logiciel ne prend pas en compte ce coeffcient.

D’apres les variables endogenes utilisées on peut distinguer trois cas essayés de
maniere empirique dans cet exemple:

1. Les variabile endogenes sont X;1,X;2 et la constante ,,1“ qui correspond au
terme libre fs;

2. Les variabile endogenes sont X;1,X;1 - X;2 et la constante ,,17;

3. Les variabile endogenes sont Xj;1,X;s.

Pour chaque paire (X;1,X;2), Software LimDep a regu la valeur correspondante de la
variable aléatoire Y;.

Les sorties fournies par le programme ont été les coefficients des variables en-
dogenes et le taux de succés pour les 300 observations utilisées pour l'estimation. Le
taux de succés pour les autres 300 observations a été calculé en Excel.
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Pour calibrer les réseaux de neurones on a utilisé le logiciel ,,Neural Connections
prouduit par Recognition System Ltd. On a choisi un réseau avec une topologie
simple: un réseau feedforward avec deux neurones dans la couche d’entrée, une couche
cachée avec deux neurones et un neurone de sortie. Les fonctions d’activation de tous
les neurones ont été des sigmoides. La méthode de calibration utilisée a été la méthode
du gradient conjugué, une extension de l’algorithme de rétropropagation. Apres le
réseau a été calibré avec les 300 observations utilisées pour la calibration du modele
probit, apres il a été validé par 35 des observations restantes, le logiciel nous a fourni
le taux de succés sur le reste de 265 d’observations.

Les résultats du modele probit et du réseaux de neurones sont montrés sur la
Figure 6, dans I’Annexe.

5.3 Interpretation de résultats

On va d’abord interpréter les résultats de deux cas pour le modele probit pour lequel
on a supposé 'existence d’un coefficient libre #3. Les taux de succés pour les observa-
tions utilisées pour la calibration sont comparables et supérieurs a 90%, méme pour
des niveaux de bruit élevés. Pour les observations qui n’ont pas été utilisées pour la
calibration sont au contraire tres différents. Dans le cas ol on a utilisé X;1,X;2 comme
variables exogenes, le taux de succées tres proche de la valeur minimale adimissible,
50%. D’autre part, si on utilise X;; et X;; - X;o comme variables exogenes, le taux de
succés sur I'ensemble de calibration est comparable au taux de succés sur I’ensemble
de test. Ce comportement du modele probit montre que sa capacité de prédiction est
trés réduite dans les cas non-linéaires. Le niveau du bruit semble ne pas avoir une
grosse influence sur le taux de succés.

Le troisiéme cas du modele probit, ou les variables exogenes ont été X;1, Xjo
va étre comparé par la suite avec le réseau de neurones qui a mémes variables
d’entrée, X;1,X;2. Le taux de succés pour les observations utilisées dans le processus
d’estimation du modele est considérablement inférieure & celui du réseau de neurones
calculé pour les mémes données. La sensibilité du réseau de neurones par rapport
au niveau du bruit est par ailleurs supérieure au modele probit. Pour un tres grand
niveau du bruit (o = 103, 5), les performances des deux méthodes restent & 70%.

On peut dire que pour cette application concrete la capacité de prédiction des
réseaux de neurones est beaucoup supérieure par rapport au modele probit, mais
seulement pour un niveau de bruit relativement faible.

Dans le cas du modeéle probit on peut interpréter les valeurs des coefficients estimés
et on peut ainsi trouver la forme estimée de la variable latente et donc la fagon don’t
les variables d’entrée influent sur la sortie. Par exemple on porrait trouver qu’une
augmentation du revenu génere une hausse de la variable latente Y;* et implicitement
la probabilité d’'une décision favorable. Un augmentation de ’age de 'individu a au
contraire un effet négatif.
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6 Conclusions

En fin, apres une comparaison théorique et pratique des deux outils on tempte de
donner une réponse a la question: lequel des deux outils devrait étre utilisé pour un
probléme concrét 7

A mon avis, avant de se poser cette question il faut décider le but de l’analyse:
une bonne prédiction ou la compréhension des influences de différentes variables 7

Comme décrit plus haut, pour les réseaux de neurones il y a un conflit entre la
qualité de la prédiction et Uinterprétabilité des coefficients du modele. Si la trans-
parence du modele n’est pas une priorité, les réseaux de neurones peuvent étre utilisés
avec succés pour des fonctions de prédiction. Les autres désavantages des réseaux de
neurones (le temps de calcul, la complexité du modele) peuvent étre améliorés par
des automatiosations.

Si au contraire la possibilité de comprendre les relations inclues dans le modele
est importante, on peut toujour bénéficier des avantages des réseaux de neurones,
en utilisant les deux outils en parallélle. Les réseaux de neurones font des bonnes
prédictions et les modeles logit et probit servent pour Iinterprétation des relations
entre les variables exogenes et les variables latentes. Dans ce cas-la, les réseaux de
neurones servent de Benchmark-Modell?%

Les réseaux de neurones sont & mon avis un extension tres utile des modeles
économétriques conventionnels, mais ils ne peuvent pas les remplacer. Ces méthodes
traditionnelles sont préférables lorsqu’on connait les dépendences de causalité entre les
variables. Dans ce cas-1a elles peuvent donner des meilleurs résultats que les réseaux
de neurones.

7 Annexe
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Figure 4: Distribution normale et distribution logit.

26V, Ainslie/Dreze (1996), p. 12.



Comparaison entre I‘analyse logit

Y
Neurqn
de sortie 1
Y
Neuron 2
de sortie 2

: Ym
Neuron | ——
de sortie m

121

Neuron
1p 2ére Couche
Couche . -
\ . 1ére couche de sortie
d'entrée
couche

Figure 5: Un réseau de neurones.
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Figure 6:

Comparaison des résultats numériques du Chapitre 5
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Figure 7: L’histograme des revenus d’un échantillon de 600 individus
américains. Source: Ruud (2000), v. Annexe
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Figure 8: L’histograme des ages d’un échantillon de 600 individus
américains. Source: Ruud (2000), v. Annexe
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